[bookmark: _GoBack]Статья поступила в редакцию: 18.01.2026
Статья принята к публикации: 03.02.2026
Статья опубликована: 11.05.2026

УДК 004.93.1:621.791

ОБНАРУЖЕНИЕ ДЕФЕКТОВ ПРОМЫШЛЕННЫХ СВАРНЫХ ШВОВ С ИСПОЛЬЗОВАНИЕМ СВЁРТОЧНЫХ НЕЙРОННЫХ СЕТЕЙ: СРАВНИТЕЛЬНОЕ ИССЛЕДОВАНИЕ АРХИТЕКТУР

Колесников Алексей Владимирович
канд. техн. наук, доцент,
кафедра автоматизированных систем управления, Уральский федеральный университет,
Екатеринбург, Россия
kolesnikov@urfu.ru

DEFECT DETECTION IN INDUSTRIAL WELDS USING CONVOLUTIONAL NEURAL NETWORKS: A COMPARATIVE STUDY OF ARCHITECTURES

Kolesnikov Alexei Vladimirovich
PhD in Engineering, Associate Professor,
Department of Automated Control Systems, Ural Federal University,
Yekaterinburg, Russia
kolesnikov@urfu.ru

Аннотация
Автоматизированный визуальный контроль качества сварных швов является критически важной задачей в современном производстве, где ручное обнаружение дефектов отличается низкой скоростью, субъективностью и высокой вероятностью ошибок. Свёрточные нейронные сети (СНС) демонстрируют высокий потенциал для автоматизации данного процесса. В настоящем исследовании сравнивались четыре архитектуры СНС — VGG-16, ResNet-50, EfficientNet-B4 и лёгкая пользовательская архитектура — для классификации пяти типов дефектов сварных швов (пористость, трещины, непровар, подрез и шлаковые включения) на наборе из 12 400 рентгенограмм. Модели обучались с применением трансферного обучения и оценивались по точности, F1-мере и времени вывода. EfficientNet-B4 достигла наибольшей точности (97,3%) и макро F1-меры (0,964). Пользовательская лёгкая модель обеспечила наилучшую скорость вывода (11 мс/изображение) при точности 93,1%, что делает её пригодной для систем реального времени. Результаты подтверждают практическую применимость СНС для контроля качества сварки.

Abstract
Automated visual inspection of weld seams is a critical task in modern manufacturing, where manual defect detection is characterized by low speed, subjectivity, and a high probability of error. Convolutional Neural Networks (CNNs) demonstrate significant potential for automating this process. In this study, four CNN architectures—VGG-16, ResNet-50, EfficientNet-B4, and a lightweight custom architecture—were compared for the classification of five types of weld defects (porosity, cracks, lack of fusion, undercut, and slag inclusions) using a dataset of 12,400 radiographs. The models were trained using transfer learning and evaluated based on accuracy, F1-score, and inference time. EfficientNet-B4 achieved the highest accuracy (97.3%) and macro F1-score (0.964). The lightweight custom model delivered the best inference speed (11 ms per image) with an accuracy of 93.1%, making it suitable for real-time systems. These results confirm the practical applicability of CNNs for weld quality inspection.
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Введение
Целостность сварных соединений является основополагающим требованием безопасности в авиакосмической промышленности, нефтегазовом секторе, судостроении и строительстве [1, с. 23]. Традиционные методы неразрушающего контроля (НРК) — радиографический и ультразвуковой — остаются отраслевым стандартом, однако их ручная интерпретация трудоёмка и подвержена вариабельности между операторами [2, с. 67]. Появление технологий глубокого обучения открыло новые возможности для автоматизированного распознавания дефектов на радиографических снимках с точностью, сопоставимой с результатами экспертов-дефектоскопистов или превышающей её [3, с. 134]. Свёрточные нейронные сети продемонстрировали высокую эффективность в задачах классификации изображений и детекции объектов в производственном контроле качества [4, с. 88]. Вместе с тем сравнительные оценки нескольких архитектур СНС в идентичных условиях обучения на представительных промышленных наборах данных, охватывающих несколько категорий дефектов, остаются немногочисленными [5, с. 441]. Цель настоящего исследования — систематическое сравнение четырёх архитектур СНС для многоклассовой классификации дефектов сварных швов и выработка практических рекомендаций по выбору архитектуры для различных сценариев развёртывания.

Материалы и методы
Набор данных из 12 400 оцифрованных рентгенограмм сформирован из материалов промышленного НРК трёх машиностроительных предприятий (анонимизированы). Разметку выполняли два сертифицированных специалиста НРК III уровня; спорные случаи разрешались привлечением третьего эксперта. Набор данных включал пять классов дефектов — пористость (n = 2840), трещины (n = 1960), непровар (n = 2410), подрез (n = 2190) и шлаковые включения (n = 3000) — и был разделён в соотношении 80/10/10 (обучение/валидация/тест). Предобработка: эквализация гистограммы, изменение размера до 224×224 пикселей. Сравнивались четыре архитектуры: VGG-16, ResNet-50, EfficientNet-B4 (все предобученные на ImageNet с дообучением трёх последних слоёв) и пользовательская шестислойная СНС. Обучение — 50 эпох, оптимизатор Adam (lr = 1e-4, weight decay = 1e-5), ранняя остановка (patience = 7). Аугментация: зеркальное отражение, вращение (±15°), вариация яркости. Метрики: точность, полнота, макро F1, общая точность и время вывода (GPU: NVIDIA A100; периферийное устройство: Raspberry Pi 4B). Реализация — PyTorch 2.1 [6, с. 314].

Результаты и обсуждения
EfficientNet-B4 достигла наибольшей общей точности — 97,3% и макро F1-меры 0,964, превзойдя VGG-16 (94,1%, F1 = 0,931) и ResNet-50 (95,8%, F1 = 0,947). Пользовательская лёгкая модель показала точность 93,1% (F1 = 0,912), что остаётся приемлемым для скрининговых задач. Время вывода на GPU сопоставимо для всех глубоких архитектур (8–14 мс/изображение), однако на Raspberry Pi 4B пользовательская модель оказалась существенно быстрее (11 мс против 187 мс у EfficientNet-B4) (рис. 1). 
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Рисунок 1. Название рисунка 1, демонстрирующее пример

Обнаружение трещин последовательно представляло наибольшую трудность для всех моделей (наименьшая полнота по классу: 0,87–0,93), что, по всей видимости, связано с высоким визуальным сходством волосяных трещин и шумовых артефактов. Результаты согласуются с данными Ду и соавт. [7, с. 102] на аналогичных наборах рентгенограмм и дополняют их прямым бенчмарком для периферийного развёртывания (табл. 1) [8, с. 55].

Таблица 1. Название таблицы 1, демонстрирующее пример

	Название
	Показатель
	Показатель 

	Информация
	12353
	123645



Заключение
EfficientNet-B4 обеспечивает наилучшую общую точность классификации дефектов сварных швов на рентгенограммах и является предпочтительным выбором при отсутствии ограничений вычислительных ресурсов. Для развёртывания в реальном времени на периферийных устройствах предложенная пользовательская лёгкая СНС представляет практически приемлемую альтернативу с умеренной потерей точности. Стабильные затруднения с обнаружением трещин указывают на необходимость совершенствования протоколов сбора данных, в том числе применения мультимодального ввода. Дальнейшие исследования будут направлены на трансформерные архитектуры и полуконтролируемое обучение.
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